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Big Data und Learning Analytics im Lernkontext

Fluch oder Segen?

ALINA KOCHLING * SHIRIN RIAZY

Nicht nur in Online-Kursen werden immer mehr Daten Uber die und
von den Teilnehmenden gesammelt. Diese Daten kénnen mithilfe von
Learning-Analytics-Programmen ausgewertet und verwendet werden,
um Lernen zu personalisieren und Probleme in individuellen oder auch
institutionellen Lernkontexten zu lGsen.

Vermehrt nutzen Bildungseinrichtungen digitale Lernplatt-
formen zur Erweiterung des Unterrichts. Bekannte Anbieter
von komplexen webbasierten Infrastrukturen sind beispiels-
weise Moodle, WebWeaverSchool, lo-net> und itslearning. Diese
Lernplattformen ermoglichen vor allem den Austausch der
Lernenden untereinander und mit den Lehrenden, die Datei-
ablage und die Erstellung von Wikis und Arbeitspldnen. Hiu-
figbesteht auch die Mo6glichkeit der Einbindung von E-Content,
der von Verlagen bereitgestellt wird. Einige Bildungseinrich-
tungen nutzen die digitalen Lernplattformen zum Teil auch,
um Tests oder E-Klausuren online stellen zu lassen.

Durch die zunehmende Digitalisierung in Bildungsein-
richtungen und die damit einhergehende Nutzung von digi-
talen Lernplattformen fallen Unmengen an Daten {iber den
Lernprozess, den Lernfortschritt und das Lernergebnis so-
wie liber die Lernenden selbst an. So dokumentiert bspw. die
an vielen Schulen und Hochschulen genutzte Lernumgebung
Moodle, welche Lernenden wann und wie oft auf einzelne
Lehrmaterialien zugegriffen haben und mit welchem Erfolg
elektronische Tests absolviert wurden. In ergianzenden Sys-
temen, z.B. Verwaltungsdatenbanken, wird der Fortschritt in
der Bildungslaufbahn von der Einschreibung iiber das Bele-
gen und Bestehen von Lehrveranstaltungen bis hin zum Errei-
chen des Bildungsziels (Vergabe eines Abschlusses bzw. Titels)
dokumentiert.

AUSGABE

Systematische Analyse erhobener Daten:
Vorteile von Learning Analytics

Die entstehende Datenfiille macht den Lehrenden eine indivi-
dualisierte manuelle Auswertung samtlicher Daten unmog-
lich. Durch den Einsatz moderner, computergestiitzter Ver-
fahren - Learning Analytics, kurz: LA - besteht allerdings die
Moglichkeit, diese Daten automatisiert auszuwerten. Unter
Learning Analytics verstehen wir die systematische Analyse
grof}er Datenmengen zu Lernenden, Lehrenden und Lernpro-
zessen, mit dem Ziel, den Lernerfolg zu steigern und Lehre ef-
fektiver und effizienter zu gestalten. Bei LA wird der Fokus da-
bei auf die Lernenden und ihr Lernverhalten gelegt. Konkret
finden dabei Gruppierungen der Lernenden statt, beispiels-
weise anhand von lernbezogenen Merkmalen oder Prognosen
des Lernerfolgs. Dariiber hinaus wird nach latenten Zusam-
menhingen zwischen dem Lernerfolg und anderen Variablen
gesucht, um den Lernerfolg zu steigern und kiinftige Lernan-
gebote zu verbessern (Baker & Inventado, 2014).

Bei den Analysen greifen Lehrende auf algorithmenba-
sierte Softwares zurtick, die erhobene Daten zueinander ins
Verhiltnis setzen und Auswertungen vornehmen - und damit
Voraussagen treffen. Daten, die algorithmisch ausgewertet
werden, konnen den Lernprozess selbst betreffen (betrach-
tete Lernmaterialen, durchgefiihrte Ubungen, benétigte Zeit,
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Anzahl der Wiederholungen), es sind aber auch Kennzahlen,
die den Lernerfolg (erzielte Punkte, richtige Losungen, abge-
schlossene Priifungen) und die Lernenden an sich betreffen
(demografische Merkmale, Lerntyp und Interaktionstyp; Ru-
bel & Jones, 2016). Die Analyse dieser Daten erméglicht die In-
dividualisierung von Lernsettings und die Bewaltigung von in-
stitutionellen Lehr- und Lernproblemen beispielsweise durch
eine frihzeitige Identifizierung jener Lernenden, die Gefahr
laufen, den Kurs oder das Studium abzubrechen, und die von
gezielten Interventionen, wie z.B. personlichen Gesprichen,
Senkung des Aufgabenniveaus und individuelle Lernmafinah-
men, profitieren konnten (Gasevic et al., 2016).

»Anwendungen des
maschinellen Lernens
basieren zum Teil
auf unausgewogenen
Trainingsdaten.«

Vermehrt basieren LA-Systeme auf Methoden des maschi-
nellen Lernens, sprich auf Berechnungsformeln, die autonom
Voraussagen und Entscheidungen auf der Grundlage von vor-
her festgelegten Regeln und statistischen Modellen treffen. Da-
bei wird unter anderem Maschinelles Lernen angewendet, um
mithilfe von statistischen Berechnungen effektiv Muster in
den Daten zu erkennen und zu klassifizieren: Die Algorithmen
lernen dabei, aus Beispielmustern, so genannten Trainingsda-
ten, bestimmte Schliisse zu ziehen, die dann auf gréf3ere Da-
tenmengen angewendet und verallgemeinert werden konnen.
Aus Sicht der Anwender handelt es sich dabei hiufig um so ge-
nannte Black-Box-Systeme, bei denen schwer nachvollziehbar
ist, welche Verarbeitungsschritte die Daten durchlaufen und
welche Konsequenzen das hat — d.h., es bleibt oftmals unklar,
wie das System letztlich zu seiner Voraussage kommt.

Die Anwendung von LA ist sowohl fiir die Lehrperson als
auch fiir die Lernenden mit vielen Vorteilen verbunden. Zum
Beispiel ermoglichen L A-Systeme ein besseres Verstandnis des
Lernprozesses durch Informationen, z.B. wann gelernt wird
und wie oft. Damit einher geht eine bessere Ausrichtung auf
die individuellen Bediirfnisse der Lernenden (z.B. Lernstrate-
gien, Leseempfehlungen, Tutorien), spezifisches Feedback so-
wie die Verbesserung der Lernumgebung, wie z.B. angepass-

tes Lernmaterial und spezifische Lernaufgaben (Schumacher
& Ifenthaler, 2018). Durch die Vernetzung von Lernenden und
Lehrenden bieten LA-Systeme dariiber hinaus Moéglichkeiten
des Wissensaufbaus, der Selbstreflexion sowie der selbstre-
gulierenden Lernprozesse (Knight, Shum & Littleton, 2014). Ein
weiterer Vorteil von LA ist die schnelle Identifizierung von
Lernschwichen und die damit einhergehende Erarbeitung
von proaktiven Handlungsempfehlungen (Gasevic et al., 2016).
LA-Systeme ermoglichen ferner, Lernangebote individuell an-
zupassen und so den Lernerfolg wahrscheinlicher zu machen.

Risiken und Nachteile

Aktuelle Datenverarbeitungsmethoden bergen jedoch Risiken
(Noble, 2018), denn Anwendungen der Methoden des maschi-
nellen Lernens basieren zum Teil auf unausgewogenen Trai-
ningsdaten, was wiederum zu unausgewogenen, moéglicher-
weise diskriminierenden Vorhersagen fiihrt (Dressel, 2018).
Datensitze konnen zum Beispiel unausgewogen sein in Hin-
blick auf Alter, Geschlecht, Sexualitit etc. Eine differenzierte
Behandlung von Einzelpersonen auf Grundlage ihrer (z.B. eth-
nischen, geschlechtlichen oder altersspezifischen) Gruppen-
zugehorigkeit kann als Diskriminierung angesehen werden,
wenn diese Einzelpersonen dadurch in irgendeiner Weise be-
nachteiligt werden (Scholes, 2016). In einem unausgewogenen
Trainingsdatensatz konnte es beispielsweise vorkommen, dass
sdmtliche weiblichen Lernenden schlechtere Noten haben als
mannliche Lernende. Der Algorithmus konnte darin eine
Struktur erkennen und schlussfolgern, dass weibliche Lernen-
de (aufgrund ihres Geschlechts!) grundséitzlich schlechtere Er-
gebnisse erzielen, und auf dieser Basis Prognosen treffen. Der
Algorithmus unterscheidet nicht zwischen Korrelation und
Kausalitét, denn offensichtlich implizieren weder Geschlecht
noch Alter oder Ethnizitit notwendigerweise eine besonders
gute oder schlechte Leistung.

Selbst wenn demografische Merkmale nicht erhoben wer-
den, konnen sich in Daten Strukturen befinden, die die Ler-
nenden implizit als Teil einer demografischen Gruppe identi-
fizieren (Kamishima et al., 2012). Beispielsweise wurde gezeigt,
dass Menschen je nach Alter Lernplattformen unterschied-
lich nutzen und ein unterschiedliches Klickverhalten haben.
Jemanden aufgrund der Geschwindigkeit seines Klickverhal-
tens als leistungsschwach einzuordnen, konnte eine versteck-
te Benachteiligung alterer Plattformnutzer sein.

Prognosen konnten weiterhin dahingehend ungenau sein,
dass die Bewertung nicht allein auf (Priifungs-)Ergebnissen
(oder kompetenzbasierten Merkmalen) beruht, sondern auf
dem gemessenen Prozess. In den gemessenen Daten fehlen
jedoch wesentliche Merkmale, internale sowie externale Un-
terrichtsbedingungen, die nicht in algorithmischen Auswer-
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tungen berticksichtigt werden konnen: Lernende, die haupt-
sachlich offline lernen, konnten z. B. benachteiligt werden, da
LA-Systeme nicht analysieren konnen, welche Ressourcen und
Lernaktivitaten offline genutzt worden sind, was wiederum
eine Diskriminierung dieses Lerntyps ist (Jones & Salo, 2018).
Prinzipiell werden womoéglich Lernende, die nicht technolo-
gieaffin sind, benachteiligt, denn sie haben bereits von vorn-
herein gréf3ere Probleme mit der Anwendung der digitalen
Lernplattform. Dariiber hinaus wird in den Daten wenig tiber
das Instruktionsdesign, den sozialen Kontext der Lernenden,
deren Lerngeschichte und moégliche Revisionen im Lehrinhalt
festgehalten (Gasevi¢, 2016) — was aber alles Auswirkungen auf
den Lernerfolg haben kann.

All dies kann dazu fiihren, dass Lernende fehlerhaft klas-
sifiziert werden - z.B. als falsche Lerntypen oder als mogliche
Abbruchkandidaten. Falsche Klassifizierungen der Lernen-
den bergen in jedem Fall Gefahren, da sie zu einer Adaption
des Lernmaterials oder zu Interventionen fiihren kénnen, die
unangemessen sind und den Lernenden unter- oder tiberfor-
dern konnen. Damit wiirde LA sein Ziel nicht nur verfehlen,
sondern zusétzlichen Schaden verursachen.

Die Prognosen und das Wissen um solche Prognosen be-
einflussen zudem das Verhalten der Lernenden gegeniiber
anderen Lernenden und den Lehrenden. Jene, denen bewusst
ist, dass ihr Verhalten iiberwacht wird, versuchen, ihren
Fortschritt zu »beweisen, z.B. indem sie sich vermehrt in das
System einloggen, Lernmaterialien herunterladen oder sich
verstarkt an Diskussionen im Diskussionsforum beteiligen
(Knight, Shum & Littleton, 2014). Trotz dieser moglichen Fehl-
entwicklungen erfordert ein ethischer Umgang mit Lernen-
den, dass man sie stets als Mitentscheidende ansieht und in die
Nutzung ihrer Daten einbezieht (Slade & Prinsloo, 2013).

Ethisch und péadagogisch sinnvoller Umgang mit
Daten und Learning Analytics

Mit der Moglichkeit der algorithmischen Datenauswertung
und dem damit einhergehenden Diskriminierungspotenzial
ergeben sich auch ethische Fragen, nicht zuletzt im Umgang
mit den erhobenen Daten. Um Bedenken friihzeitig entgegen-
zuwirken, sollte ein Fokus beim Einsatz von Learning Ana-
lytics auf der Datenschutzfrage liegen, die unter anderem
Dateninterpretation, Dateneinwilligung, Datenschutzaufkla-
rung, Datenidentifikation, Datenverwaltung und Datenspei-
cherung beinhaltet (Rubel & Jones, 2016; Schumacher & Ifentha-
ler, 2018; Slade & Prinsloo, 2013).

Falls LA-Systeme breitere Anwendung in einer Bildungs-
einrichtung finden, sollte darauf geachtet werden, dass der
Umgang mit den Informationstechnologien bedacht und
transparent erfolgt, denn LA nutzt hochsensible Daten, um ef-

fizient zu funktionieren. Hilfreich dabei sind klar formulierte
Grundsitze und die héchsten Datenschutzstandards (Drachs-
ler & Greller, 2016). Fiir eine ethische vertretbare Umsetzung
existieren Verhaltenskodizes, wie beispielsweise die DELICA-
TE-Checkliste von Drachsler und Greller (2016) oder Jisc (2015)".
Wesentliche Punkte beinhalten hier die ausschlief3liche Nut-
zung der Daten fiir autorisierte Bildungszwecke und strenge
Richtlinien fiir die Datenspeicherung (Knight, Shum & Little-
ton, 2014; Sclater, 2017). Zudem ist es forderlich, die Lernenden
mit in den Prozess einzubeziehen und sie tiber die Erfassung
ihrer Daten sowie die angewendeten Algorithmen zu infor-
mieren und ihnen Wahlmoéglichkeiten bei der Erhebung und
Verwendung der Daten zu geben (Rubel & Jones, 2016).

Auf die Gefahr der Verstarkung und Verschleierung von
bestehenden Verzerrungen und impliziter Benachteiligung
wird in den Verhaltenskodizes zwar aufmerksam gemacht, al-
lerdings fehlt es bislang an Methoden und konkreten Hand-
lungsanweisungen zur Uberpriifung genutzter Daten auf ihre
Eignung fiir Vorhersagemodelle (Slade & Prinsloo, 2013; Kami-
shima et al., 2012). Es ist wichtig, dass vor der Implementierung
ausreichend geprift wird, in welcher Form Daten ausgewertet
werden sollen, welche Daten mit in die Auswertung einflief3en
und inwiefern diese Daten als Bewertungshilfe dienen sollen.

Bei der Implementierung von digitalen Lernplattformen
sowie bei der Anwendung sollte bedacht werden, dass Techno-
logien allein nicht die Praxis bestimmen sollten. Nachteile und
Risiken maschineller Auswertungen und Vorhersagen sollten
daher von Bildungsinstitutionen bei der Implementierung und
Anwendung bedacht werden, denn nicht alles, was effektiv ist,
ist auch moralisch vertretbar.” Zusétzlich zu algorithmischen
Bewertungen sollten zudem bei Unsicherheit andere Beratungs-
quellen hinzugezogen werden - beispielsweise die Lehrkrifte.

Fazit

Durch den Informationsgewinn, den Learning Analytics bie-
ten, ist es moglich, den Unterricht auf die Lernenden mafdzu-
schneidern und friihzeitig einzugreifen, wenn der Lernerfolg
gefihrdet ist. Somit konnen Fluktuationen verhindert und
Bildungsziele gefordert werden (Rubel & Jones, 2016). Durch
die Erhebung und Nutzung z.T. hochsensibler Daten besteht
jedoch auch die Gefahr der Diskriminierung, beispielsweise
in Bezug auf das Geschlecht, Ethnizitit, Alter, Behinderung

1 www.jisc.ac.uk/guides/code-of-practice-for-learning-analytics

2 Hier ist zum Beispiel an den Einsatz von Gesichtserkennung im Klassenzimmer zu
denken, wie es in China z.T. eingesetzt wird: Kameras liberwachen die Schiilerin-
nen und Schiler und bewerten anhand ihrer Mimik, ob sie z.B. unaufmerksam oder
abgelenkt sind (www.telegraph.co.uk/news/2018/05/17/chinese-school-uses-facial-
recognition-monitor-student-attention/).
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oder auch Lerntyp. Die Diskriminierung durch Daten kann
deshalb besonders folgenreich sein, weil Ki-basierte Systeme
vermeintlich objektiv entscheiden, die Diskriminierung damit
unerwartet und weniger transparent ist und potenziell tau-
sende Lernende in gleicher Art treffen wiirde.

Um dies zu verhindern, tragen die Nutzerinnen und Nut-
zer der Software - seien es Mitarbeiterinnen und Mitarbeiter
in Verwaltung und Studienberatung, sei es planendes Perso-
nal oder seien es Lehrende - eine besondere Verantwortung:
Sie miissen bestrebt sein, eigene Vorurteile zu hinterfragen,
chancengerechte Lernumgebungen zu schaffen und objektiv
Bewertungen zu vergeben. Wenn LA-Systeme Anwendung
finden, sollten ihre Vorteile genutzt werden, sie sollten jedoch
nur zur Beratung herangezogen werden und nicht alleine Pro-
gnosen treffen.

»Die Nutzer von
Learning-Analytics-Soft-
ware tragen eine besondere
Verantwortung.«
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